
Chapitre 4

Filtrage et prédiction

4.1 Introduction

L’estimation d’un signal utile X(k) à partir de l’observation d’un autre signal,
Y (k), avec lequel le premier est corrélé, est un des problèmes les plus importants
en traitement de signal et en automatique. Dans de nombreuses applications, le
signal Y (k) est une version bruitée ou distordue de X(k), mais il peut aussi être
un signal différent qui contient de l’information sur X(k). Pour illustrer notre
propos, donnons quelques exemples des deux situations.
Dans des réacteurs biochimiques, il est parfois très difficile, sinon impossible,
de mesurer en temps réel les concentrations d’un substrat ou d’une biomasse,
mais on peut les estimer à partir de l’observation de la concentration d’un autre
substrat qui participe à la réaction et/ou du débit d’un gaz qui est produit par
cette réaction. Dans une application de régulation dans un four à verre indus-
triel, on peut vouloir estimer la température en un point inaccessible du four à
partir de mesures bruitées de la température en d’autres endroits, connaissant
la relation dynamique qui lie ces deux températures entre elles.
Dans les applications de traitement de signal, le signal observé est souvent une
version bruitée et/ou distordue du signal utile. C’est le cas par exemple du signal
de parole mesuré à la sortie d’un microphone, et noyé dans le bruit de fond, ou
d’une mesure du rythme cardiaque à l’aide d’électrodes, ou encore d’un écho
radar qui doit être distingué du bruit éléctromagnétique afin de décider si oui
ou non une cible a été détectée. En télécommunications, c’est le cas de symboles
qui sont envoyés au travers d’un canal (ligne téléphonique par exemple) et qui
arrivent distordus et bruités à l’extrémité réceptrice. Le bruit dans ce cas peut
même être dû à du couplage électromagnétique avec les signaux présents sur
les autres paires téléphoniques du câble multipaires dans lequel passe la paire
relative au signal qui nous intéresse (diaphonie). La distorsion du signal peut
être due à la bande passante limitée d’un capteur, ou encore à la propagation
non idéale entre un émetteur et un récepteur.

L’objet de ce chapitre est de synthétiser des filtres linéaires du signal observé
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92 CHAPITRE 4. FILTRAGE ET PRÉDICTION

qui soient de bons estimateurs du signal utile. Ces filtres seront obtenus par op-
timisation d’un critère bien précis. Les filtres optimaux qui seront abordés dans
ce chapitre sont le filtre de Wiener, valable dans le cas où les signaux considérés
X(k) et Y (k) sont conjointement stationnaires, et le filtre de Kalman, qui est
une généralisation du filtre de Wiener valable aussi dans le cas de processus ou
de signaux non stationnaires.

4.2 Filtre de Wiener

Au début des années 1940, et dans le cadre de très gros efforts de recherche
militaires menés au MIT, N. Wiener s’intéressa au problème de l’estimation
d’un signal à partir d’observations bruitées d’un signal corrélé avec celui-ci. Le
filtre que Wiener a développé à cette occasion permet de construire une estimée
x̂(k) de x(k) à partir d’un échantillon de mesures bruitées y(j) :

x̂(k) =
l=l2∑
l=l1

w(l)y(k − l) (4.1)

Les coëfficients w(l) sont calculés de manière à minimiser l’erreur quadratique
moyenne d’estimation ξ :

ξ = E[|E(k)|2] (4.2)

où
E(k) = X(k) − X̂(k). (4.3)

L’hypothèse requise pour la construction d’un filtre de Wiener est que le pro-
cessus stochastique

Z(k) =
(

X(k)
Y (k)

)
soit un processus vectoriel stationnaire au sens faible. Cela signifie donc que
l’on peut définir la fonction (matricielle) de covariance et la fonction de densité
spectrale (matricielle) du processus Z(k). Le filtre peut alors se calculer à partir
de cette fonction de covariance, ou de la fonction de densité spectrale, qui en
est la transformée de Fourier. C’est l’information contenue dans la covariance
mutuelle (ou dans la densité spectrale mutuelle) de X(·) et Y (·) qui permet
d’estimer x̂ à partir de y.
Il existe plusieurs variantes du problème de Wiener selon que l’on utilise, pour
l’estimation de x(k), les observations y(j)

1. jusqu’à l’instant j = k : on parle alors de filtrage ;

2. jusqu’à un instant antérieur j < k : on parle alors de prédiction ;

3. ou jusqu’à un instant postérieur j > k : on parle alors de lissage.

Les filtres d’estimation, pour ces trois cas, auront donc les formes suivantes :
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1. dans le cas du filtrage

x̂(k) =
l=l2∑
l=0

w(l)y(k − l) avec l2 > 0.

2. dans le cas de la prédiction

x̂(k) =
l=l2∑
l=l1

w(l)y(k − l) avec 0 < l1 < l2.

3. dans le cas du lissage

x̂(k) =
l=l2∑
l=l1

w(l)y(k − l) avec l1 < 0 < l2.

Remarquons que dans le cas du filtrage et de la prédiction, le filtre est causal,
alors que dans le cas du lissage, il est non-causal (ou anticipatif) puisqu’il faut
attendre jusqu’à l’instant k − l1 > k pour estimer x̂(k). Remarquons aussi que
le filtre défini en (4.1) peut être fini ou infini, selon les valeurs de l1 et l2.

4.2.1 Le filtre de Wiener FIR

Le premier cas que nous considérons est celui où l’on dispose d’un signal observé
y(k) à partir duquel l’on souhaite construire une estimation x̂(k) d’un signal
x(k) par traitement linéaire des observations {y(j), j ≤ k} à l’aide d’un filtre
de réponse impulsionnelle finie w(·) (FIR : finite impulse response filter).
En supposant que l’ordre du filtre w(·) soit N − 1, l’estimateur est donc donné
par

x̂(k) =
N−1∑
l=0

w(l) y(k − l) (4.4)

Le filtre de Wiener est celui qui minimise l’erreur quadratique moyenne d’estima-
tion ξ donnée par

ξ = E[|E(k)|2] = E[|X(k) − X̂(k)|2] (4.5)

Pour que le filtre soit optimal, une condition nécessaire est que le gradient
du critère ξ (encore appelé fonction objectif) par rapport aux coefficients du
filtre w(l), soit nul. En fait, les coefficients du filtre pouvant être complexes,
la fonction objectif est une fonction réelle de 2N variables réelles. En notant
w(l) = wr(l) + jwi(l), on requiert que

∂ξ

∂wr(l)
= 0, l = 0, . . . , N − 1,

∂ξ

∂wi(l)
= 0, l = 0, . . . , N − 1. (4.6)
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Par ailleurs, il faut s’assurer que les dérivées secondes soient positives pour avoir
un minimum. On a

∂ξ

∂wr(l)
=

∂E[|E(k)|2]
∂wr(l)

=
∂E[E(k)E∗(k)]

∂wr(l)

= E[
∂E(k)
∂wr(l)

E∗(k)] + E[
∂E∗(k)
∂wr(k)

E(k)]

= E[−Y (k − l)E∗(k)] + E[−Y ∗(k − l)E(k)]
= 2E{�[−E∗(k − l)E(k)]}
= 0

∂2ξ

∂w2
r(l)

= 2E{�[−Y ∗(k − l)
∂E(k)
∂wr(l)

]}

= 2E{�[Y ∗(k − l)Y (k − l)]}
= 2E[Y ∗(k − l)Y (k − l)]
> 0 (4.7)

Par ailleurs,

∂ξ

∂wi(l)
=

∂E[|E(k)|2]
∂wi(l)

=
∂E[E(k)E∗(k)]

∂wi(l)

= E[
∂E(k)
∂wi(l)

E∗(k)] + E[
∂E∗(k)
∂wi(l)

E(k)]

= E[−jY (k − l)E∗(k)] + E[jY ∗(k − l)E(k)]
= 2E{�[−Y ∗(k − l)E(k)]}
= 0

∂2ξ

∂w2
i (l)

= 2E{�[−Y ∗(k − l)
∂E(k)
∂wi(l)

]}

= 2E{�[jY ∗(k − l)Y (k − l)]}
= 2E[Y ∗(k − l)Y (k − l)]
> 0 (4.8)

En regroupant les deux conditions d’annulation des dérivées partielles en une
seule, il vient

∂ξ

∂wr(l)
+ j

∂ξ

∂wi(l)
= E[E(k)Y ∗(k − l)]

= 0 pour l = 0, 1, . . . , N − 1. (4.9)

Cette dernière équation est souvent résumée dans la littérature sous la forme
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synthétique suivante :
∂ξ

∂w∗(l)
= 0 (4.10)

avec le sens à attibuer à ∂
∂w(l) qui est donné par

∂

∂w∗(l)
=

∂

∂wr(l)
+ j

∂

∂wi(l)
(4.11)

Il est à noter que cette définition de dérivée partielle par rapport à un complexe
n’est valable que lorsque la fonction dont on s’occupe est réelle. L’équation (4.9)
porte le nom de principe d’orthogonalité ou encore théorème de projection. Elle
signifie que si la solution est optimale au sens de la minimisation de l’erreur
quadratique moyenne, l’erreur d’estimation est orthogonale (au sens statistique
du terme) aux données à partir desquelles l’estimation est construite. Ce principe
d’orthogonalité est assorti d’un corollaire assez immédiat. Intéressons-nous à la
corrélation mutuelle RX̂E(0) entre l’estimation obtenue par la solution optimale
et l’erreur d’estimation correspondante :

RX̂E(0) = E[X̂(k)E∗(k)]

=
N−1∑
l=0

w(l)E[Y (k − l)E∗(k)]

= 0 (4.12)

où la dernière égalité est obtenue en utilisant le principe d’orthogonalité : l’erreur
d’estimation est orthogonale (au sens statistique) aux observations qui ont servi
à calculer l’estimée.

En remplaçant E(k) par X(k) − X̂(k) = X(k) −
∑N−1

j=0 w(j)Y (k − j) dans
l’équation (4.9), on trouve encore

E[X(k)Y ∗(k − l)] = E[X̂(k)Y ∗(k − l)]

=
N−1∑
j=0

w(j)E[Y (k − j)Y ∗(k − l)], ou encore

RXY (l) =
N−1∑
j=0

w(j)RY (l − j) (4.13)

Cet ensemble d’équations (0 ≤ l ≤ N − 1) porte le nom d’équations de Wiener-
Hopf. On peut les expliciter et on trouve

RY (0) RY (−1) · · · RY (−N + 1)
RY (1) RY (0) · · · RY (−N + 2)

· · · · · · . . .
...

RY (N − 1) · · · · · · RY (0)




w(0)
w(1)

...
w(N − 1)

 =


RXY (0)
RXY (1)

...
RXY (N − 1)


(4.14)
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Compte tenu de ce que la fonction de corrélation est hermitienne, à savoir
RY (−k) = R∗

Y (k), on a encore
RY (0) R∗

Y (1) · · · R∗
Y (N − 1)

RY (1) RY (0) · · · R∗
Y (N − 2)

· · · · · · . . .
...

RY (N − 1) · · · · · · RY (0)




w(0)
w(1)

...
w(N − 1)

 =


RXY (0)
RXY (1)

...
RXY (N − 1)


(4.15)

ou encore,
RY w = RXY (4.16)

Les vecteurs et la matrice de la dernière équation se définissent par identification
avec l’équation du dessus. La solution optimale

wo = R−1
Y RXY (4.17)

définit les coefficients du filtre de Wiener.

On peut se demander ce que vaut le critère lorsque le filtre est optimal, càd. que
les coefficients w(l) satisfont aux équations de Wiener-Hopf. On trouve

ξ = E[|E(k)|2]
= E[E(k)E∗(k)]
= E[E(k)X∗(k)] − E[E(k)X̂∗(k)]

= E[E(k)X∗(k)] −
N−1∑
l=0

w∗(l)E[E(k)Y ∗(k − l)] (4.18)

Comme le filtre est optimal, les erreurs d’estimation E(k) sont orthogonales aux
observations, et donc la deuxième partie de l’équation est nulle. Il vient

ξ = E[E(k)X∗(k)]

= E[X(k)X∗(k)] −
N−1∑
l=0

w(l)E[Y (k − l)X∗(k)]

= RX(0) − wT R∗
XY

= RX(0) − (R∗
XY )T w (4.19)

où la corrélation de X(·) est notée RX(k), et la corrélation mutuelle entre X(·) et
Y (·), par RXY (k). En utilisant le fait que le filtre optimal est donné par (4.17),
on trouve finalement que la valeur du critère pour le filtre optimal, ξmin, est
donnée par

ξmin = RX(0) − RT
XY (R−1

Y )T R∗
XY

= RX(0) − (R∗
XY )T R−1

Y RXY (4.20)
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Connaissant la solution optimale, il est utile de revenir à l’expression de la
fonction objectif ξ à minimiser. On développe simplement cette expression, ce
qui donne

ξ = E[E(k)E∗(k)]

= E

{
[X(k) −

N−1∑
l=0

w(l)Y (k − l)][X∗(k) −
N−1∑
l′=0

w∗(l′)Y ∗(k − l′)]

}

= RX(0) −
N−1∑
l′=0

w∗(l′)E[X(k)Y ∗(k − l′)] −
N−1∑
l=0

w(l)E[X∗(k)Y (k − l)]

+
N−1∑
l=0

N−1∑
l′=0

w(l)w∗(l′)E[Y (k − l)Y ∗(k − l′)]

= RX(0) − w̃RXY − R̃XY w + w̃RY w, (4.21)

où w̃ est le vecteur transposé et conjugué de w. Pour le filtre optimal où w =
w0 = R−1

Y RXY les trois derniers termes de (4.21) sont identiques et donc

ξmin = RX(0) − R̃XY R−1
Y RXY . (4.22)

Clairement, la surface d’erreur apparâıt comme étant une fonction quadratique
des coefficients du filtre recherché. Cette surface a par ailleurs un minimum
unique. On peut encore éliminer le vecteur RXY en utilisant le fait que

RXY = RY wo (4.23)

Le critère peut de ce fait encore être exprimé comme

ξ = ξmin + [w̃ − wo]RY [w − wo] (4.24)

Par ailleurs, on peut utiliser la décomposition de la matrice de corrélation RY

à l’aide de la matrice Λ de ses valeurs propres λk et la matrice orthonormale
des vecteurs propres M . On a alors

RY = MΛM̃ . (4.25)

Dès lors, le critère devient

ξ = ξmin + [w̃ − wo]MΛM̃ [w − wo]
= ξmin + ν̃Λν (4.26)

Cette expression revient à formuler le problème dans un système d’axes qui est
celui des axes principaux de la surface d’erreur. En appelant νk le kième élément
du vecteur ν , la surface d’erreur est encore donnée par une expression qui ne
contient plus de termes croisés :

ξ = ξmin +
∑

k

λk |νk|2 (4.27)



98 CHAPITRE 4. FILTRAGE ET PRÉDICTION

Comme les valeurs propres λk sont non négatives, il apparâıt clairement que la
surface d’erreur est du type parabolöıde elliptique, dans un hyperespace. Par
ailleurs, la contribution au critère due à l’erreur commise sur chaque composante
du filtre apparâıt très clairement. On a d’une certaine façon ”orthogonalisé” le
problème.

Il est intéressant de voir ce que deviennent les équations de Wiener-Hopf dans
le cas particulier où le signal observé est une mesure bruitée du signal utile. On
considère donc le modèle suivant

Y (k) = X(k) + V (k), (4.28)

où V (k) est un bruit supposé centré et non corrélé avec le signal X(·). On peut
particulariser les équations de Wiener-Hopf en utilisant le fait qu’ici

RXY (k) = E[X(n)Y ∗(n − k)]
= E[X(n)X∗(n − k)] + E[X(n)V ∗(n − k)]
= RX(k)

RY (k) = RX(k) + RV (k) (4.29)

où la dernière équation tient compte du fait que signal et bruit sont non corrélés.
Il vient alors les équations de Wiener-Hopf suivantes :

[RX + RV ] w = RX (4.30)

Soit un processus X(·) de type AR avec fonction de corrélation
RX(k) donnée par

RX(k) = α|k| (4.31)

et 0 < α < 1. Supposons que ce signal soit corrompu par un bruit
V (·) de variance σ2

V dont on suppose en plus qu’il est blanc. On
observe donc Y (k) = X(k) +V (k). On souhaite synthétiser un filtre
de Wiener permettant de réduire le bruit, qui soit d’ordre N = 2. Les
équations de Wiener-Hopf sont obtenues aisément, en considérant
que

RX(k) = α|k|

RY (k) = RX(k) + RV (k)
= α|k| + σ2

V δ(k) (4.32)

On a dès lors que la solution satisfait à[
1 + σ2

V α
α 1 + σ2

V

] [
w(0)
w(1)

]
=
[

1
α

]
(4.33)

La solution est donnée par[
w(0)
w(1)

]
=

1
(1 + σ2

V )2 − α2

[
1 + σ2

V − α2

ασ2
V

]
(4.34)
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Un tel filtre a une fonction de transfert W (z) donnée par

W (z) =
1

(1 + σ2
V )2 − α2

[
1 + σ2

V − α2 + z−1ασ2
V

]
(4.35)

Nous nous sommes intéressés au cas particulier où α = 0.8 et σ2
V =

1. La figure 4.1 donne la densité spectrale de puissance du processus
AR avec α = 0.8 (à gauche) et la réponse en fréquence du filtre de
Wiener à deux points (à droite). Le fait que le filtre optimal soit
de type passe-bas n’est pas le fruit du hasard. En effet, la puissance
du signal est aussi concentrée dans les basses fréquences. Comme la
densité spectrale de bruit est constante, le rapport signal-à-bruit le
plus favorable est obtenu en privilégiant les basses fréquences. On
peut évaluer l’amélioration apportée par le filtrage de Wiener. Le
critère ξmin = 0.4048 dans ce cas-ci. Avant filtrage, le rapport de
la puissance du signal à celle de bruit vaut 1, càd. 0 dB. Après
filtrage, on peut considérer que la partie utile du signal est donnée
par X′(k) = X(k)⊗w(k). Dès lors la puissance σ2

X′ associée à X′(k)
est donnée par

σ2
X′ = wT RX w = 0.3748 (4.36)

Le bruit est devenu V ′(k) = V (k) ⊗ w(k) et la puissance associée
σ2

V ′ , calculée par

σ2
V ′ = wT RV w = 0.2206 (4.37)

Le rapport signal à bruit après filtrage est donc

10 log
(

σ2
X′

σ2
V ′

)
= 2.302 dB (4.38)

4.2.2 Le prédicteur de Wiener FIR

On souhaite maintenant construire un prédicteur optimal de Wiener à horizon
1, càd. construire un estimateur linéaire de x̂(k + 1) en utilisant toutes les
observations {y(j), j � k} d’un signal Y (·) corrélé avec le signal X(·). Cet
estimateur prend donc la forme :

x̂(k + 1) =
N−1∑
l′=0

w(l)y(k − l) (4.39)

En utilisant le principe d’orthogonalité vu plus haut, on trouve

E[X(k + 1)Y ∗(k − l)] = E[X̂(k + 1)Y ∗(k − l)]

=
N−1∑
j=0

w(j)E[Y (k − j)Y ∗(k − l)], ou encore

RXY (l + 1) =
N−1∑
j=0

w(j)RY (l − j) (4.40)
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Fig. 4.1 – Densité spectrale de puissance d’un processus AR avec α = 0.8 (à
gauche) et réponse en fréquence d’un filtre de Wiener à deux points (à droite)
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Cet ensemble d’équations (0 ≤ l ≤ N − 1) porte le nom d’équations de Wiener-
Hopf. On peut les expliciter et on trouve

RY (0) R∗
Y (1) · · · R∗

Y (N − 1)
RY (1) RY (0) · · · R∗

Y (N − 2)

· · · · · · . . .
...

RY (N − 1) · · · · · · RY (0)




w(0)
w(1)

...
w(N − 1)

 =


RXY (1)
RXY (2)

...
RXY (N)


(4.41)

ou encore,
RY w = R1

XY (4.42)

où l’exposant 1 rappelle la profondeur ou l’horizon de prédiction.

Au vu du début de ce chapitre, il eut été plus logique d’écrire

x̂(k) =
N∑

l′=1

w(l)y(k − l) (4.43)

ce qui est une forme plus habituelle. En utilisant le principe d’orthogonalité vu

plus haut, on trouve

E[X(k)Y ∗(k − l)] = E[X̂(k)Y ∗(k − l)]

=
N∑

j=1

w(j)E[Y (k − j)Y ∗(k − l)], ou encore

RXY (l) =
N∑

j=1

w(j)RY (l − j) (4.44)

Cet ensemble d’équations (1 ≤ l ≤ N) peut être explicité et on trouve
RY (0) R∗

Y (1) · · · R∗
Y (N − 1)

RY (1) RY (0) · · · R∗
Y (N − 2)

· · · · · · . . .
...

RY (N − 1) · · · · · · RY (0)




w(1)
w(2)

...
w(N)

 =


RXY (1)
RXY (2)

...
RXY (N)


(4.45)

ou encore,
RY w = R1

XY (4.46)

où l’exposant 1 rappelle la profondeur ou l’horizon de prédiction. On obtient le
même système d’équations. C’est simplement la numérotation des éléments du
filtre qui a changé.

Un cas d’intérêt pratique est celui où le signal que l’on souhaite prédire est celui
dont on dispose. Cette situation se rencontre par exemple en compression de
donnée, où l’on essaye de prédire la valeur d’un nouveau point à coder sur base
des précédentes. Ce qui est effectivement codé (quantifié), c’est la différence
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entre la valeur vraie et sa prédiction (donc l’erreur de prédiction). Cette façon
de procéder requiert en général moins de pas de quantification (et donc moins de
bits) pour une distorsion fixée du signal décodé. Dans ce cas-là, on a simplement
X(k) = Y (k). Les équations de Wiener Hopf deviennent alors

RY (0) R∗
Y (1) · · · R∗

Y (N − 1)
RY (1) RY (0) · · · R∗

Y (N − 2)

· · · · · · . . .
...

RY (N − 1) · · · · · · RY (0)




w(1)
w(2)

...
w(N)

 =


RY (1)
RY (2)

...
RY (N)


(4.47)

ou encore,

RY w = R1
Y (4.48)

Soit un processus Y (n) de type AR avec fonction de corrélation
RY (k) donnée par

RY (k) = α|k| (4.49)

et 0 < α < 1. Pour un prédicteur d’ordre 1, soit un filtre à 2 coeffi-
cients, les équations à satisfaire sont données par[

1 α
α 1

][
w(1)
w(2)

]
=
[

α
α2

]
(4.50)

La solution est donnée par[
w(1)
w(2)

]
=
[

α
0

]
(4.51)

Un tel filtre a une fonction de transfert W (z) donnée par

W (z) = α (4.52)

La prédiction X̂(n) = Ŷ (n) est donc donnée par

Ŷ (n) = αY (n − 1) (4.53)

et la valeur précédente Y (n − 1) n’est pas utilisée par le prédicteur.
C’est logique dans la mesure où le processus est produit par une
équation du type

Y (n) = αY (n − 1) + V (n) (4.54)

où V (n) est un bruit blanc qui ne peut être prédit. De ce fait, la partie
”prédictible” dans Y (n) est bien donnée par αY (n − 1) + E[V (n)].
Comme le bruit est centré, on retrouve le résultat annoncé.
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Prédiction linéaire à partir de données bruitées

Plus communément, on dispose non pas des valeurs passées exactes du processus
(ou d’une de ses réalisations) mais de valeurs bruitées. On suppose donc disposer
de Y (j) = X(j) + V (j) où V (j) est cette fois un bruit perturbateur, et on
souhaite estimer X(n), avec j < n. Les équations données en 4.45 et 4.46 peuvent
être approfondies. On a d’une part, en supposant le bruit V (j) décorrélé du
signal X(j),

E[X(k)Y ∗(k − l)] = E[X(k)Y ∗(k − l)]
= E[X(k)X∗(k − l)] + E[X(k)V ∗(k − l)]
= RX(l). (4.55)

pour l ∈ [1, · · · , N ]. Par ailleurs,

E[Y (k − j)Y ∗(k − l)] = RY (l − j)
= E[X(k − j)X∗(k − l)] + E[V (k − j)V ∗(k − l)]
= RX(l − j) + RV (l − j). (4.56)

Les équations de Wiener-Hopf deviennent dès lors

[RX + RV ] w = R1
X (4.57)

Si le bruit additif est de plus blanc de variance σ2
V , on a encore

RY = RX + RV

= RX + σ2
V I . (4.58)

La matrice unité est notée I . Les équations deviennent donc[
RX + σ2

V I
]
w = R1

X (4.59)

Dans ce qui précède, on s’emploie à estimer un signal à l’instant n à partir de la
connaissance dont on dispose jusqu’à l’instant n−1. Cet estimateur s’appelle un
prédicteur à horizon 1. On peut aussi s’intéresser au problème de la prédiction
à horizon n0, à savoir la prédiction de la valeur de Y (n + n0 − 1) sachant que
l’on dispose de l’information jusqu’à l’instant n− 1. La solution de ce problème
se déduit facilement de ce qui précède et ne sera pas exposée ici.

4.2.3 Filtre de Wiener IIR non causal : lissage optimal

Dans tout ce qui précède, on a forcé la solution à ne comprendre qu’un nombre
fini d’éléments (réponse impulsionnelle finie) ce qui assure d’ailleurs la stabilité
inconditionnelle du filtre. On peut cependant se demander quel filtre on trou-
verait si on ne contraignait pas la solution à être d’ordre finie, et aussi quel
niveau de performance peut être attendu de ce filtre non contraint. A priori
ce filtre peut être à réponse impulsionnelle infinie, et ne sera généralement pas
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causal. Il ne sera donc pas réalisable. Dans une étape ultérieure, on s’intéressera
au filtre optimal qui soit de type IIR mais causal. Ce filtre représente en quelque
sorte la référence et nous indique le mieux que l’on puisse faire avec un filtre
causal. La solution à ce problème nous permet aussi de voir quel est le degré de
sous-optimalité liée à l’utilisation d’un FIR.

Reprenant l’équation 4.13, elle devient cette fois, compte tenu du caractère IIR
du filtre,

∞∑
l=−∞

w(l)RY (k − l) = RXY (k) (4.60)

qui doit cette fois être vérifiée pour −∞ ≤ k ≤ ∞. Reprenant la nomenclature
définie au début de ce chapitre, nous sommes en présence d’une opération de
lissage pour parler rigoureusement. On peut prendre la transformée de Fourier
de l’équation 4.60, dont le premier membre est une convolution. Il vient

W (ejΩ) γY (ejΩ) = γXY (ejΩ) (4.61)

On trouve que la solution optimale a une transmittance Wo(ejΩ) donnée par

Wo(ejΩ) =
γXY (ejΩ)
γY (ejΩ)

(4.62)

Le numérateur γXY (ejΩ) est une densité spectrale mutuelle, à savoir la trans-
formée de Fourier d’une fonction de corrélation mutuelle RXY (k).

A propos de l’erreur quadratique moyenne correspondant à la solution optimale,
on peut encore dire en s’aidant de 4.63,

ξ = E[E(n)X∗(n)]

= E[X(n)X∗(n)] −
∞∑

l=−∞
w(l)E[Y (n − l)X∗(n)]

= RX(0) −
∞∑

l=−∞
w(l)RY X(−l)

= RX(0) −
∞∑

l=−∞
w(l)R∗

XY (l)

= RX(0) − 1
2π

∫ 2π

0

W (ejΩ)γ∗
XY (ejΩ)dΩ (4.63)

Si le filtre est le filtre optimal, en injectant le résultat donné par l’équation 4.62
dans 4.63, on obtient

ξmin = RX(0) − 1
2π

∫ 2π

0

γXY (ejΩ)
γY (ejΩ)

γ∗
XY (ejΩ)dΩ

= RX(0) − 1
2π

∫ 2π

0

|γXY (ejΩ)|2
γY (ejΩ)

dΩ (4.64)
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4.2.4 Filtre de Wiener IIR causal : filtrage optimal

Le filtre considéré ici est supposé avoir une réponse impulsionnelle causale. De
ce fait, l’estimation est donnée par

X̂(n) =
∞∑

l=0

w(l)Y (n − l) (4.65)

On trouve assez facilement, par utilisation des résultats précédents, que les
équations de Wiener-Hopf qui doivent être satisfaites sont données par

∞∑
l=0

w(l)RY (k − l) = RXY (k) (4.66)

qui doivent cette fois être vérifiées pour 0 ≤ k ≤ ∞. Afin de trouver une solution
synthétique, on est tenté de prendre la transformée de Fourier comme dans le
cas IIR non causal. Cette manoeuvre n’est cependant pas valable. En effet,
l’équation 4.66 ne doit être vérifiée que pour les valeurs 0 ≤ k ≤ ∞ et plus
−∞ ≤ k ≤ ∞. L’équation 4.66 ne représente plus une équation de convolution
valable pour toute valeur de k.

On peut cependant résoudre le problème en procédant comme suit. On sait par
le théorème de factorisation spectrale que tout processus stationnaire comme
Y (n) peut être représenté de façon équivalente par passage d’un bruit blanc
I(n) de variance σ2

I dans un filtre h(n) causal et stable à phase minimale, tel
que

γY (ejΩ) = σ2
I |H(ejΩ)|2 (4.67)

et donc l’élément h(0) = 1. Supposons donc disposer du processus I(n) corre-
spondant au blanchiment de Y (n). On peut résoudre le problème d’estimation
de X(n) à partir de I(n) plutôt que de Y (n) et trouver le filtre wi(n) agissant sur
I(n) qui minimise le critère. Les équations de Wiener-Hopf sont alors données
par

∞∑
l=0

wi(l)RI(k − l) = RXI(k) (4.68)

Utilisant le fait que I(n) est un bruit blanc, il vient

∞∑
l=0

wi(l)σ2
I δ(k − l) = σ2

I wi(k)

= RXI(k) (4.69)

On voit donc que le filtre d’estimation wi(n) s’obtient simplement en prenant la
partie causale de la séquence de corrélation mutuelle RXI(k) divisée par σ2

I . On
écrit aussi que la transmittance Wi(ejΩ) du filtre est donnée par la transformée
de Fourier de la partie causale de la séquence, et on note

Wi(ejΩ) =
1
σ2

I

[
γXI (ejΩ)

]
+

(4.70)
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Ce n’est pas exactement ce filtre-là qui nous intéresse, mais plutôt celui perme-
ttant de calculer l’estimation à partir de Y (n). On a donc à ce stade,

X̂(n) = wi(n) ⊗ I(n) (4.71)

Par ailleurs, on peut aussi trouver le filtre de blanchiment causal et stable as-
socié à Y (n). En effet, si h(n) est à phase minimale, alors le filtre l(n) dont la
transformée de Fourier L(ejΩ) = 1/H(ejΩ) le sera aussi. Dès lors,

I(n) = l(n) ⊗ Y (n)
I(ejΩ) = L(ejΩ)Y(ejΩ)

= Y(ejΩ)/H(ejΩ)
X̂(n) = wi(n) ⊗ I(n)

= wi(n) ⊗ l(n) ⊗ Y (n)
X̂ (ejΩ) = Wi(ejΩ)L(ejΩ)Y(ejΩ) (4.72)

La solution est dès lors donnée par

W (ejΩ) = Wi(ejΩ)L(ejΩ)

=
1
σ2

I

[
γXI (ejΩ)

]
+

L(ejΩ)

=
1
σ2

I

[
γXI (ejΩ)

]
+

1
H(ejΩ)

(4.73)

Ce filtre w(k) est causal et stable, car il résulte de la mise en cascade de filtres
qui le sont. A propos de la densité spectrale mutuelle γXI (ejΩ), on a encore

γXI (ejΩ) =
1

H∗(ejΩ)
γXY (ejΩ) (4.74)

De ce fait, la solution finale s’exprime encore comme étant

Wo(ejΩ) =
1
σ2

I

[
γXY (ejΩ)
H∗(ejΩ)

]
+

1
H(ejΩ)

Wo(z) =
1
σ2

I

[
γXY (z)

H∗(1/z∗)

]
+

1
H(z)

(4.75)

Si on souhaite comparer ce résultat à la solution obtenue pour le cas IIR non
causal, l’équation 4.62 peut encore s’écrire

Wo,nc(ejΩ) =
γXY (ejΩ)
γY (ejΩ)

=
1
σ2

I

γXY (ejΩ)
H∗(ejΩ)H(ejΩ)

(4.76)

Wo,nc(z) =
1
σ2

I

γXY (z)
H∗(1/z∗)H(z)

(4.77)
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Prédiction d’un signal à partir de ses valeurs passées

Ce résultat est suffisamment important pour que l’on s’y attarde un peu, et que
l’on regarde comment il se particularise, notamment dans le cas de la prédiction
d’un processus à partir de ses valeurs aux instants précédents. On s’intéresse au
cas du prédicteur à horizon 1.

On peut récupérer les équations obtenues pour le filtrage. On pose donc le
problème de la prédiction comme plus haut, à savoir construire une prédiction
x̂(n) = ŷ(n + 1) donnée par

Ŷ (n + 1) =
∞∑

l=0

w(l)Y (n − l). (4.78)

Ce n’est pas la formulation classique mais elle nous convient. Dans ce cas par-
ticulier, on a donc, comme vu précédemment,

RXY (k) = RY (k + 1)
γXY (z) = zγY (z) (4.79)

et donc

Wo(z) =
1
σ2

I

[
γXY (z)

H∗(1/z∗)

]
+

1
H(z)

=
1
σ2

I

[
zγY (z)

H∗(1/z∗)

]
+

1
H(z)

=
1
σ2

I

[
zσ2

IH(z)H∗(1/z∗)
H∗(1/z∗)

]
+

1
H(z)

= [zH(z)]+
1

H(z)
(4.80)

Le terme [zH(z)]+ représente la partie causale de la réponse impulsionnelle
avancée d’une durée égale à la période de travail. Comme

H(z) =
∞∑

l=0

h(l) z−l

= h(0) + h(1) z−1 + h(2) z−2 + · · · (4.81)

on a aussi

zH(z) = h(0)z + h(1) + h(2) z−1 + · · ·
[zH(z)]+ = h(1) + h(2) z−1 + · · ·

= z[H(z) − h(0)]
= z[H(z) − 1] (4.82)
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La dernière équation est justifiée par le fait que le polynôme est pris sous forme
monique. Le filtre optimal se met donc sous la forme

Wo(z) = [zH(z)]+
1

H(z)

=
z[H(z) − 1]

H(z)
(4.83)

Pour connâıtre l’erreur quadratique moyenne de prédiction, on peut évaluer
l’erreur de prédiction. On a bien sûr

E(n) = X(n) − X̂(n)
= Y (n + 1) − Ŷ (n + 1)

E(z) = zY(z) − Wo(z)Y(z)
= [z − Wo(z)]Y(z)

=
z

H(z)
Y(z) (4.84)

De ce fait,

γE(ejΩ) =
∣∣∣∣ ejΩ

H(ejΩ)

∣∣∣∣2 γY (ejΩ)

=
∣∣∣∣ ejΩ

H(ejΩ)

∣∣∣∣2 σ2
I

∣∣H(ejΩ)
∣∣2

= σ2
I (4.85)

De ce fait, la variance de l’erreur de prédiction est donnée par RE(0) = σ2
I . Ce

résultat est tout à fait compréhensible. En effet, si on regarde ce que vaut le
prédicteur optimal wi(n) de Y (n + 1) à partir des innovations, il apparâıt que
ce prédicteur est donné par

Wi(z) =
1
σ2

I

[γXI (z)]+ (4.86)

avec

RXI(k) = RY I(k + 1)
γXI (z) = zγY I(z)

γY I(z) =
γY (z)

H∗(1/z∗)
= σ2

IH(z) (4.87)

De ce fait,

Wi(z) =
1
σ2

I

[
σ2

IzH(z)
]
+

= [zH(z)]+
= h(1) + h(2) z−1 + · · · (4.88)
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Dès lors, on voit que

Ŷ (n + 1) =
∞∑

l=0

h(l + 1) I(n − l)

=
∞∑

l′=1

h(l′) I(n + 1 − l′) (4.89)

Par ailleurs, en vertu de la notion d’innovations, on a

Y (n) =
∞∑
l=0

h(l) I(n − l)

Y (n + 1) =
∞∑
l=0

h(l) I(n + 1 − l) (4.90)

On voit donc que l’erreur de prédiction est donnée par

E(n + 1) = Y (n + 1) − Ŷ (n + 1)
= h(0)I(n + 1)
= I(n + 1) (4.91)

L’erreur de prédiction qui est commise est très précisément égale à l’innovation
relative à la valeur à prédire. En effet, disposer des valeurs précédentes signifie
également que l’on dispose des innovations précédentes. Le seul élément qui ne
soit pas accessible pour construire la prédiction est l’innovation courante. On
retrouve bien le résultat annoncé, à savoir RE(0) = σ2

I .

4.3 Le filtre de Kalman

Le filtre de Wiener permet de calculer l’estimée optimale d’un signal Xk à partir
d’un signal Yk avec lequel ce signal X est corrélé. Un cas particulier important,
que nous avons traité, est celui où le signal Y est une version bruitée du signal
utile X. L’information nécessaire au calcul de l’estimée optimale du signal utile
X consiste en la fonction de corrélation matricielle du signal vectoriel formé de
X et Y , ou, ce qui revient au même, les fonctions d’auto-corrélation de X et de
Y , et la fonction de cross-corrélation entre X et Y . Le fait même que l’on utilise
ces fonctions de corrélation implique qu’une hypothèse importante pour le calcul
d’un filtre de Wiener est que les processus X et Y soient stationnaires au sens
large. Il en résulte en particulier que les estimées calculées par les différentes
variantes du filtre de Wiener ne tiennent pas compte de conditions initiales ou
de réponses transitoires.

Le filtre de Kalman est une extension du filtre de Wiener où l’extension porte
dans trois directions.
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– L’information sur les signaux X et Y est donnée sous forme d’un modèle à
représentation Markovienne, ce qui signifie que Y est une combinaison linéaire
bruitée des composantes du vecteur utile X. Rappelons que nous avons vu
au chapitre 2 qu’un modèle à représentation Markovienne permet de calculer
complètement la fonction de corrélation d’un processus. A l’inverse, la con-
naissance de la fonction de corrélation d’un processus permet, sous certaines
conditions, de calculer une représentation d’état Markovienne de ce proces-
sus. La théorie qui permet de calculer une représentation d’état à partir d’une
fonction de covariance s’appelle la théorie de la réalisation stochastique.

– Les estimées du signal utile X que l’on peut calculer à partir du filtre de
Kalman tiennent compte de l’information sur le signal observé Y à partir
d’un instant initial quelconque, k = 0, alors que dans le filtre de Kalman
on suppose implicitement les mesures disponibles depuis un temps infiniment
long. Le filtre de Kalman permet donc de prendre en compte le transitoire,
c’est-à-dire le calcul de l’estimée optimale à partir d’un ensemble de mesures
observées depuis un instant initial fixé.

– Enfin, bien que nous ne traiterons pas ce cas, le filtre de Kalman se cal-
cule de la même manière que dans les développements de ce chapitre pour
un modèle du processus qui est lui-même à paramètres variables. Cela sig-
nifie que les matrices A, B, C, etc qui définissent la représentation d’état
Markovienne peuvent être elles-mêmes des matrices variables dans le temps.
On peut donc calculer des estimées optimales de Kalman pour des processus
qui sont complètement non stationnaires, c’est-à-dire qu’ils sont décrits par
des modèles variant dans le temps.

4.3.1 Formulation du problème d’estimation

On supposera que le signal utile x et le signal observé y peuvent être représentés
par un modèle d’état Gaussien Markovien :{

xk+1 = Axk + Buk + Gwk

yk = Cxk + vk
(4.92)

où xk ∈ Rn, uk ∈ Rm, wk ∈ Rq , yk ∈ Rp, vk ∈ Rp. Le signal uk est supposé
déterministe et connu (dans des problèmes d’automatique c’est un signal de
commande) ; l’état initial x0 est supposé gaussien : x0 ∼ N(x̄0, P0). Les signaux
wk et vk sont des bruits blancs Gaussiens mutuellement indépendants et ils sont
indépendants de x0 : wk ∼ N(0, Q), vk ∼ N(0, R).

Les bruits wk et vk ont des significations typiquement différentes : wk est con-
sidéré comme un bruit agissant sur le processus, tandis que vk est un bruit
de mesure. Les matrices A, B, G, C, P0, Q et R sont ici considérées comme con-
stantes, mais comme il est dit dans l’introduction il n’y a aucun problème à
traiter le cas où ces matrices seraient elles-mêmes fonctions du temps k. C’est
aussi pour des raisons de facilité qu’on suppose ici que les bruits wk et vk sont
mutuellement indépendants. Il est assez facile de traiter le cas où ces bruits sont
corrélés entre eux. Enfin, il n’est pas non plus nécessaire de faire l’hypothèse
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que les bruits et la condition initiale sont Gaussiens. Sans cette hypothèse, les
estimées de Kalman sont des estimées à variance minimale ; avec cette hypothèse
ils sont en plus des estimées optimales au sens de la moyenne conditionnelle.

Le problème de l’estimation au sens de Kalman se pose alors de la manière
suivante.

Etant donné le modèle (c’est-à-dire l’information A, B, C, G, x̄0, P0, Q, R) et
étant donné un vecteur de mesures

Zk = (yT
k , uT

k , yT
k−1, u

T
k−1, . . . , y

T
0 , uT

0 )T ,

on désire construire un estimateur optimal de xj que l’on notera x̂j|k. On con-
sidérera trois situations.

1. Si j = k on parlera de filtrage optimal

2. Si j > k on parlera de prédiction optimale

3. Si j < k on parlera de lissage optimal.

On peut dériver le filtre de Kalman en se basant uniquement sur le lemme tech-
nique qui est énoncé ci-dessous, et qui démontre que des estimateurs de moyenne
conditionnelle ont la propriété d’orthogonalité, c’est-à-dire que l’erreur d’esti-
mation est orthogonale (au sens statistique) aux données qui ont servi à calculer
l’estimée.

Lemme d’orthogonalité
Soit X et Y deux vecteurs aléatoires qui, ensemble, forment un vecteur Gaussien
tel que E{X} = mX et E{Y } = mY , et

Cov

(
X
Y

)
=
(

CXX CXY

CY X CY Y

)
Alors :

X̂ � E{X|y} = mX + CXY C−1
Y Y (Y − mY ) (4.93)

En outre l’erreur d’estimation X̃ � X − X̂ est indépendante de Y et donc aussi
de X̂ :

E{X̃Y T } = 0, E{X̃X̂T } = 0

La covariance de l’erreur d’estimation est donnée par :

Cov(X̃) = CXX − CXY C−1
Y Y CY X (4.94)

Démonstration :
Observons d’abord que l’estimée X̂ est non biaisée : E{X̃} = 0. En utilisant
ensuite l’expression (4.93) et la définition de X̃ on obtient que :

E{X̃(Y − mY )T } = E{(X − mX)(Y − mY )T } − CXY = 0.
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Il en résulte que X̃ et Y sont indépendants, et donc E{X̃Y T } = 0. Dès lors on
obtient que

E{X|y} = E{X̂ + X̃ |y} = E{X̂|y} = X̂.

Enfin, puisque X̂ et X̃ sont indépendants il en résulte que :

Cov(X) = Cov(X̂) + Cov(X̃).

L’expression (4.94) en résulte si l’on utilise l’équation (4.93).

Avant d’aborder le calcul du filtre de Kalman, il est encore utile de définir
les innovations du processus {yk}. Définissons x̂j|k � E{xj|Zk} et ŷj|k �
E{yj |Zk}, et intéressons-nous d’abord au prédicteur à horizon 1. Puisque le
bruit de mesure vk est blanc et indépendant de l’état initial, il en résulte que

ŷk|k−1 = Cx̂k|k−1.

Définissons les erreurs de prédiction à horizon 1 :

x̃k|k−1 � xk − x̂k|k−1

ỹk|k−1 � yk − ŷk|k−1

= Cx̃k|k−1 + vk (4.95)

En utilisant le lemme d’orthogonalité on obtient :

E{ỹk|k−1|Zk−1} = 0

Il en résulte que la séquence ỹk|k−1 est une séquence de bruits blancs Gaussiens
qui contient la même information que la séquence des observations yk. La
séquence ỹk|k−1 est appelée le processus d’innovation de la séquence d’ob-
servation yk.

4.3.2 Calcul du prédicteur de Kalman

Dans cette sous-section nous allons dériver les équations du prédicteur de Kalman
à horizon 1, càd. le calcul de

x̂k+1|k � E{xk+1|Zk}.

Définissons séparément les vecteurs Y k � (yT
k , yT

k−1, . . . , y
T
0 )T , Uk � (uT

k , uT
k−1, . . . , u

T
0 )T

et Ỹ k � (yT
k − ŷT

k|k−1, y
T
k−1 − ŷT

k−1|k−2, . . . , y
T
0 − ŷT

0 )T .

Puisque les vecteurs Y k et Ỹ k contiennent la même information, on peut écrire :

E{xk+1|Zk} � E{xk+1|Y k, Uk} = E{xk+1|Ỹ k, Uk}
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Le Lemme d’orthogonalité nous permet alors d’écrire, en conditionnant toutes
les variables sur {Uk, Ỹ k−1}, que

x̂k+1|k � E{xk+1|Zk}
= E{xk+1|Ỹ k−1, Uk, ỹk|k−1}
= E{xk+1|Ỹ k−1, Uk}
+ E{(xk+1 − E{xk+1|Ỹ k−1, Uk})ỹT

k|k−1|Ỹ k−1, Uk}
· C−1

ỹk|k−1
· ỹk|k−1 (4.96)

Observons que :

E{xk+1|Ỹ k−1, Uk} = AE{xk|Ỹ k−1, Uk−1} + Buk

= Ax̂k|k−1 + Buk (4.97)

Il en résulte que :

x̂k+1|k = Ax̂k|k−1 + Buk + Kk ỹk|k−1 (4.98)

où

Kk � E{(xk+1 − E{xk+1|Ỹ k−1, Uk})ỹT
k|k−1|Ỹ k−1, Uk}C−1

ỹk|k−1
ỹk|k−1 (4.99)

Remarquons que, par la propriété de blancheur des innovations, ỹk|k−1|Ỹ k−1, Uk =
ỹk|k−1 et que cette erreur de prédiction est de plus orthogonale à E{xk+1|Ỹ k−1, Uk}.
On peut donc aussi écrire

Kk � E{(xk+1|Ỹ k−1, Uk)ỹT
k|k−1}C−1

ỹk|k−1
ỹk|k−1 (4.100)

Kk est appelé le gain du prédicteur de Kalman. Nous allons maintenant calculer
l’expression de ce gain. A partir de l’expression (4.99) et de (4.97) et (4.95) on
a

E {(xk+1 − E{xk+1|Ỹ k−1, Uk}|Ỹ k−1, Uk)ỹT
k|k−1}

= AE{(xk − x̂k|k−1)ỹT
k|k−1}

= AE{x̃k|k−1(Cx̃k|k−1 + vk)T }
� APk|k−1C

T (4.101)

où Pk|k−1 est la matrice de covariance de l’erreur de prédiction à horizon 1 sur
l’état :

Pk|k−1 � E{(xk − x̂k|k−1)(xk − x̂k|k−1)T }
D’autre part :

Cỹk|k−1 � E{ỹk|k−1ỹ
T
k|k−1}

= E{(Cx̃k|k−1 + vk)(Cx̃k|k−1 + vk)T }
= CPk|k−1C

T + R (4.102)
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Le gain du prédicteur de Kalman s’écrit donc

Kk = APk|k−1C
T (CPk|k−1C

T + R)−1 (4.103)

Il nous reste à calculer Pk|k−1. En utilisant l’équation d’état du modèle (4.92)
et l’équation récursive du prédicteur (4.98), on obtient

x̃k+1|k = Ax̃k|k−1 + Gwk − Kk ỹk|k−1 (4.104)

En utilisant aussi l’expression (4.95) et le fait que wk, vk sont non corrélés avec
x̃k|k−1 et ỹk|k−1, on trouve finalement :

Pk+1|k � E{x̃k+1|kx̃T
k+1|k}

= APk|k−1A
T + GQGT + KkRkKT

k

− AE{x̃k|k−1ỹ
T
k|k−1}KT

k − KkE{ỹk|k−1x̃
T
k|k−1}AT

= APk|k−1A
T + GQGT + KkRkKT

k

− APk|k−1C
T KT

k − KkCPk|k−1A
T

= APk|k−1A
T + GQGT

− APk|k−1C
T (CPk|k−1C

T + R)−1CPk|k−1A
T

En rassemblant toutes les expressions, on trouve le prédicteur de Kalman :

x̂k+1|k = Ax̂k|k−1 + Buk + Kk(yk − Cx̂k|k−1) (4.105)
= (A − KkC)x̂k|k−1 + Buk + Kkyk (4.106)

x̂0|−1 = x̄0 (4.107)

Kk = APk|k−1C
T (CPk|k−1C

T + R)−1 (4.108)

Pk+1|k = APk|k−1A
T + GQGT

−APk|k−1C
T (CPk|k−1C

T + R)−1CPk|k−1A
T (4.109)

P0|−1 = P0 (4.110)

Commentaires

1. Les équations (4.105) à (4.110) constituent le prédicteur de Kalman. L’équa-
tion (4.109) est appelée équation de Riccati. Elle est fonction du modèle,
càd. de A, C, G, Q, R et P0. La solution de cette équation, et la séquence
des gains {Kk} qui s’en déduit par (4.108), peut se calculer a priori puisque
ces expressions ne dépendent pas des signaux.

2. La séquence des valeurs prédites se calcule ensuite par l’équation de tran-
sition (4.105) - (4.107). Celle-ci dépend des informations provenant du
modèle, A, B, Kk et x̄0, et des données {yj , uj, j ≤ k}. Ces prédictions se
calculent donc en ligne au fur et à mesure de la collecte des données.
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3. L’estimée x̂k+1|k = E{xk+1|Zk} produite par le prédicteur de Kalman est
donc la moyenne conditionnelle de xk+1. Si l’on ne fait pas d’hypothèse
Gaussienne, alors x̂k+1|k est l’estimée linéaire à variance minimale de xk+1

(voir chapitre 3). Cet estimateur est donc l’estimateur optimal de l’état
du modèle Markovien tenant compte que l’estimée initiale est x̄0 et que
l’on commence à mesurer les {yj , uj} à partir de cet instant j = 0.

4. La matrice de covariance P̂k|k−1 = E{(xk − x̂k|k−1)(xk − x̂k|k−1)T } décrit
l’évolution de l’incertitude sur l’estimée de l’état, partant d’une incertitude
a priori P0 = E{(x0−x̄0)(x0−x̄0)T }. On verra plus tard que, sous certaines
conditions, Pk|k−1 tend vers une constante P∞, et donc Kk tend vers un
gain constant K∞. Le prédicteur de Kalman devient alors stationnaire
(puisque les matrices A, B, K∞ de (4.105) sont alors toutes constantes) et
il se confond alors avec le filtre de Wiener. Rappelons que dans le cas du
filtre de Wiener l’information sur les processus Xk et Yk est donnée non
pas sous forme d’un modèle d’état (4.92), mais sous forme de la matrice

de covariance du processus
(

Xk

Yk

)
, supposé stationnaire.

5. Le prédicteur de Kalman est un filtre à deux entrées {uk, yk} et à une sortie
{x̂k+1|k}. L’équation d’état (4.105) est une réplique du modèle (4.92), mais
au lieu d’ajouter à Ax̂k|k−1 +Buk le terme Gwk, sur lequel on n’a aucune
information en temps k et qui est donc remplacé par sa moyenne nulle,
on ajoute un terme de correction qui est proportionnel à l’erreur entre
le signal yk que l’on vient de mesurer et la prédiction ŷk|k−1 = Cx̂k|k−1

qu’on en avait fait à l’instant k − 1. Ce gain de cette correction, Kk,
tient compte de l’importance relative de l’erreur sur x̂k|k−1 dans cette
erreur de prédiction. Rappelons que l’erreur de prédiction vaut ỹk|k−1 =
yk −Cx̂k|k−1 = Cx̃k|k−1+vk. Si l’erreur de prédiction est surtout due à la
présence d’un bruit de mesure important, cela n’a pas de sens d’en tenir
compte dans le terme de correction. En effet, dans ce cas R est grand, et
donc Kk est petit et on ne corrigera que très peu.

Un schéma fonctionnel du prédicteur de Kalman est représenté à la figure 4.2.
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Fig. 4.2 – Schéma fonctionnel du prédicteur de Kalman

Exemple1 On veut estimer un signal utile exponentiellement décroissant xk

dont on a une mesure bruitée yk :{
xk+1 = axk |a| < 1
yk = xk + vk E{vk} = 0, E{v2

k} = R, E{x0} = 0.
(4.111)

Le prédicteur de Kalman pour x̂k+1|k est donné par :

x̂k+1|k = ax̂k|k−1 + Kk(yk − x̂k|k−1), x̂0|−1 = 0 (4.112)

Kk =
aPk|k−1

Pk|k−1 + R
(4.113)

Pk+1|k = a2Pk|k−1 −
a2P 2

k|k−1

Pk|k−1 + R
, P0|−1 = P0 (4.114)

Comparons le prédicteur optimal de Kalman avec un prédicteur à gain constant :

x̂k+1|k = ax̂k|k−1 + K[yk − x̂k|k−1]

L’erreur d’estimation x̃k � xk − x̂k|k−1 pour ce filtre est :

x̃k+1 = (a − K)x̃k − Kvk, x̃0 = x0 (4.115)
1Tiré de T. Söderström, “Discrete-time stochastic systems : estimation and control”, Pren-

tice Hall International, 1994.
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La variance asymptotique est donnée par :

lim
k→∞

E{x̃2
k} =

K2R

1 − (a − K)2

Pour une convergence rapide on voudrait K � a (voir (4.115)), mais pour avoir
une erreur asymptotique faible on voudrait K � 0. Avec le filtre de Kalman,
on aura les deux (le beurre et l’argent du beurre) puisque le gain sera d’abord
grand, puis tendra vers zéro : limk→∞ Pk|k−1 = 0. Les figures 4.3 montrent
respectivement x (—) et sa mesure bruitée y(. . .), des estimées x̂ obtenues avec
un filtre à gain constant pour différentes valeurs de ce gain K = 0.05 (—),
K = 0.1 (- - -), K = 0.2 (. . .), K = 0.4 (- · - ·), et enfin l’estimée optimale de
Kalman x̂k+1|k (—) et le gain de Kalman Kk (- - -) correspondant.
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Fig. 4.3 – x (—) et sa mesure bruitée y(. . .), des estimées x̂ obtenues avec un
filtre à gain constant pour différentes valeurs de ce gain K = 0.05 (—), K = 0.1
(- - -), K = 0.2 (. . .), K = 0.4 (- · - ·), et enfin l’estimée optimale de Kalman
x̂k+1|k (—) et le gain de Kalman Kk (- - -) correspondant.
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4.3.3 Calcul du filtre de Kalman

Nous dérivons maintenant les expressions du filtre de Kalman, càd. le calcul de
l’estimée x̂k|k = E{xk|Zk}. La seule différence avec l’estimée x̂k|k−1 est que x̂k|k
utilise la dernière mesure yk. Par le Lemme d’orthogonalité, on a

x̂k|k � E{xk|Zk}
= E{xk|Ỹ k−1, Uk, ỹk|k−1}
= E{xk|Ỹ k−1, Uk} + E{xkỹT

k|k−1}C−1ỹk|k−1

= x̂k|k−1 + Kf
k ỹk|k−1

où Kf
k � E{xkỹT

k|k−1}C
−1
ỹk|k−1

ỹk|k−1 est le gain du filtre de Kalman. On calcule
maintenant ce gain. Puisque ỹk|k−1 est orthogonal aux données {uj, yj, j ≤ k−1}
et donc aussi à la combinaison linéaire x̂k|k−1 de ces données, on a

Kf
k � E{xkỹT

k|k−1}C−1
ỹk|k−1

(4.116)

= E{(xk − x̂k|k−1)ỹT
k|k−1}C−1

ỹk|k−1
(4.117)

= Pk|k−1C
T C−1

ỹk|k−1
(4.118)

=⇒ Kf
k = Pk|k−1C

T (CPk|k−1C
T + R)−1 (4.119)

On remarque que le gain Kk du prédicteur et le gain Kf
k du filtre sont liés par

Kk = AKf
k

De même les estimées prédites et filtrées de l’état sont liées par

x̂k+1|k = Ax̂k|k + Buk

= Ax̂k|k−1 + Buk + Kk ỹk|k−1

Enfin nous calculons la matrice de covariance Pk|k de l’erreur de filtrage
x̃k|k � xk − x̂k|k. Observons que

xk − x̂k|k = xk − x̂k|k−1 − Kf
k ỹk|k−1

Dès lors

Pk|k � E{(xk − x̂k|k)(xk − x̂k|k))T }
= Pk|k−1 − E{x̃k|k−1ỹ

T
k|k−1}(K

f
k )T

−Kf
k E{ỹk|k−1(xk − x̂k|k−1)T } + Kf

k Cỹk|k−1(K
f
k )T

= Pk|k−1 − Kk
f Cỹk|k−1(K

f
k )T

= Pk|k−1 − Pk|k−1C
T (CPk|k−1C

T + R)−1CPk|k−1 (4.120)

Puisque le deuxième terme de (4.120) est symétrique et non négatif défini, on
remarque que Pk|k � Pk|k−1. Ceci est normal puisque la prise en compte de
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l’observation yk pour le calcul de x̂k|k ne peut que réduire l’incertitude de x̂k|k
par rapport à celle de x̂k|k−1.

En rassemblant toutes les équations on a donc le filtre de Kalman :

x̂k|k = x̂k|k−1 + Kf
k ỹk|k−1

où x̂k|k−1 est calculée de manière récursive par (4.105) - (4.110), et où

Kf
k = Pk|k−1C

T (CPk|k−1C
T + R)−1

La covariance de l’erreur de filtrage est donnée par

Pk|k = Pk|k−1 − Pk|k−1C
T (CPk|k−1C

T + R)−1CPk|k−1

4.3.4 Calcul du prédicteur de Kalman
à horizon j

A partir du prédicteur de Kalman à horizon 1 ou du filtre de Kalman, on obtient
très facilement l’expression du prédicteur optimal pour un horizon quelconque
j ≥ 1, càd. le calcul de x̂k+j|k � E{xk+j|Zk}. A partir du modèle initial et de
l’hypothèse faite sur le bruit de processus {wk}, on obtient :

xk+j = Axk+j−1 + Buk+j−1 + Gwk+j−1

x̂k+j|k � E{xk+j|Zk}
= AE{xk+j−1|Zk} + Buk+j−1

= Ax̂k+j−1|k + Buk+j−1

En itérant cette expression j fois on arrive à :

x̂k+j|k = Ajx̂k|k +
j−1∑
l=0

Aj−1−lBuk+l

La matrice de covariance du prédicteur optimal à horizon j se calcule comme
suit :

Pk+j|k � E{(xk+j − x̂k+j|k)(xk+j − x̂k+j|k)T }
= E

{
[A(xk+j−1 − x̂k+j−1|k) + Gwk+j−1]

[A(xk+j−1 − x̂k+j−1|k) + Gwk+j−1]T
}

= APk+j−1|kA
T + GQGT

= AjPk|k(Aj)T +
j−1∑
l=0

AlGQGT (Al)T (4.121)

Le deuxième terme de l’expression (4.121) est constitué des contributions dues
aux bruits de processus qui surviennent après l’instant de la dernière mesure ;
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ces bruits ne peuvent absolument pas être prédits (puisqu’ils sont blancs) et
entrâınent donc une dégradation de la qualité de l’estimée prédite.

4.3.5 Le lissage optimal

Par lissage optimal on entend le calcul d’une estimée de l’état xk lorsqu’on
dispose de données {uj, yj} jusqu’à un instant postérieur à l’instant k, càd.
le calcul de E{xk|Zj} pour j > k. On distingue trois situations de lissage
différentes.

1. lissage à point fixe (en anglais : fixed-point smoothing).
On estime E{xk|Zj} pour un k fixé et pour des j croissants. Un exem-
ple particulier et important est le cas où on souhaite calculer l’estimée
optimale de l’état initial x0 à partir des données {uj, yj, j ≥ 0}.

2. lissage à délai fixe (en anglais : fixed-lag smoothing).
On estime E{xk|Zk+N} pour tous les k et pour un N > 0 fixé. On utilise
donc, pour l’estimée de l’état xk, des données jusqu’à un instant un petit
peu postérieur à l’instant k, de manière à en obtenir une estimée plus
précise. Ceci signifie évidemment que l’estimée xk se calcule toujours avec
un léger retard par rapport à l’instant courant k + N . Les applications
typiques de cette forme de lissage sont en télécommunications.

3. lissage à intervalle fixe (en anglais : fixed interval smoothing).
On estime E{xk|ZN} pour tous les k de 0 à N , et pour un N fixé. On
dispose donc ici d’un intervalle fixe de mesures {uj, yj, 0 ≥ j ≥ N} et,
ayant observé toutes les mesures sur cet intervalle, on veut maintenant
estimer l’état (au sens de la moyenne conditionnelle) en chaque point de
cet intervalle. Une application typique est celle où l’on mesure un signal
utile dans du bruit sur un intervalle donné [0, N ], et où l’on désire ensuite
en extraire l’estimée optimale du signal sur cet intervalle.

Commentaires
– Le fait d’utiliser tout l’intervalle de mesures disponibles, plutôt que seule-

ment les mesures du passé, permet souvent une amélioration significative de
la qualité de l’estimée comparée à une estimée filtrée. L’amélioration dépend
évidemment du degré de corrélation du signal utile ainsi que du rapport sig-
nal/bruit.

– Les optimées lissées, pour les trois types de situations, peuvent toujours
s’écrire comme la somme de l’estimée filtrée et d’un terme de correction qui
tient compte des données ultérieures.

La dérivation des filtres de lissage optimal n’est intervenue que plusieurs années
après la publication du filtre de Kalman pour x̂k|k ou x̂k|k−1, et les calculs sont
souvent bien plus compliqués. Ici nous ne présentons que les formules pour le
plus simple de ces filtres, càd. le lissage optimal à point fixe.
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On considère, pour la simplicité, un processus à représentation Markovienne
sans entrée déterministe :{

xk+1 = Axk + Gwk (i.e. uk = 0)
yk = Cxk + vk

Pour construire l’estimateur x̂k|j � E{xk|Zj} pour k fixé et j croissant (j � k),
on définit un vecteur d’état augmenté :

ξj �
(

xj

xa
j

)
où xa

j = xa
k = xk ∀j ≥ k.

Le modèle récursif pour ce vecteur d’état augmenté est donné par : ξj+1 =
(

A 0
0 I

)
ξj +

(
G
0

)
wj, ξk =

(
xk

xk

)
=⇒ ξ̂j+1|j =

(
x̂j+1|j
x̂k|j

)
yj+1 = (C 0) ξj + vj

Pour calculer x̂k|j, k < j, on calcule le prédicteur à horizon un de Kalman
pour l’état xij, et on observe que la moitié inférieure de x̂ij+1|j est précisément
x̂k|j. Le calcul du prédicteur pour x̂ij+1|j se fait par les formules classiques du
prédicteur de Kalman à partir du modèle (4.122) et des hypothèses sur les bruits
de wk et vk. On trouve alors :
– x̂k|j = x̂k|k +

∑j
l=k+1 K

(2)
l (yl − Cx̂l|l−1)

– K
(2)
l = P

(21)
l|l−1C

T (CP
(11)
l|l−1C

T + R)−1

– P
(21)
l|l−1 et P

(11)
l|l−1 sont les sous-matrices correspondantes de la solution de l’équation

de Riccati pour le système augmenté.
On remarque que x̂k|j est la somme de l’estimée filtrée x̂k|k et d’une somme
pondérée des innovations futures. La solution de l’équation de Riccati du système
augmenté se décompose en

Pl|l−1 =

(
P

(11)
l|l−1 P

(12)
l|l−1

P
(21)
l|l−1 P

(22)
l|l−1

)
où :

Pl+1|l =
(

A 0
0 I

)
Pl|l−1

(
AT 0
0 I

)
+
(

GQGT 0
0 0

)
−
(

A 0
0 I

)
Pl|l−1

(
CT

0

)[
(C 0)Pl|l−1

(
CT

0

)
+ R

]−1

×(C 0)Pl|l−1

(
AT 0
0 I

)
4.3.6 Prédicteur de Kalman stationnaire

Rappelons que le prédicteur de Kalman est un filtre à 2 entrées et 1 sortie qui
peut se mettre sous la forme :{

x̂k+1|k = (A − KkC)x̂k|k−1 + Buk + Kkyk

x̂0 = x0
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La matrice de transition de ce filtre est variable dans le temps à cause du gain
variable Kk. On peut se poser la question de savoir si ce filtre tend vers un filtre
constant et stable lorsque k → ∞. Pour cela il faut donc que :

• lim
k→∞

Kk = K∞

• |λi(A − K∞C)| < 1 ∀i.

où Kk est fonction de la solution Pk|k − 1 de l’équation de Riccati via Kk =
APk|k−1C

T (CPk|k−1C
T + R)−1. La convergence de Kk vers un gain constant

K∞ est donc liée à la convergence de Pk|k−1 vers une matrice constante P∞.
Rappelons que Pk|k−1 est solution de l’équation de Riccati discrète :

Pk+1|k = APk|k−1A
T + GQGT

−APk|k−1C
T (CPk|k−1C

T + R)−1CPk|k−1A
T

P0|−1 = P0 ≥ 0

Sans perte de généralité on peut supposer que Q > 0. On a alors le résultat
suivant.
Théorème : Si R > 0, si (A, G) est stabilisable et si (A, C) est détectable,
alors limk→∞ Pk|k−1 = P∞, où P∞ est l’unique solution semi-définitive positive
de l’équation de Riccati :

P = APAT + GQGT − APCT (CPCT + R)−1CPAT .

De plus : |λi(A − K∞C)| < 1 ∀ i

avec K∞ = AP∞CT (CP∞CT + R)−1.

Remarques

1. (A, G) stabilisable ⇐⇒ ∃K tel que

|λi(A − GK)| < 1 ∀i

(A, C) détectable ⇐⇒ ∃K tel que

|λi(A − KC)| < 1 ∀i

2. Les conditions R > 0, (A, G) stabilisable, (A, C) détectable peuvent être
assouplies. Des conditions nécessaires et suffisantes de convergence sont
données dans R.R. Bitmead et M. Gevers, “Riccati Difference and Dif-
ferential Equations : Convergence, monotonicity and stability”, in ‘The
Riccati equation’, S. Bittanti, A.J. Laub and J.C. Willems (Eds), Springer
Verlag, 1991, pp. 263-291.

Supposons que les conditions soient satisfaites pour que Kk → Kinfty avec
un gain K∞ stabilisant, càd. |λi(A − K∞C)| < 1 ∀i. En se rappelant que
l’innovation a été définie comme εk � yk − ŷk|k−1 = yk − Cx̂k|k−1, et que
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les {εk} sont une séquence de bruit blanc, on peut alors utiliser le prédicteur
de Kalman stationnaire comme une représentation d’état pour le processus yk

puisque

x̂k+1|k = Ax̂k|k−1 + Buk + K∞εk

yk = Cx̂k|k−1 + εk

où

E{εkεT
k } = CP∞CT + R

K∞ = AP∞CT (CP∞CT + R)−1

P∞ = AP∞AT + GQGT − AP∞CT (CP∞CT + R)−1CP∞AT

Ce nouveau modèle du processus {yk} est appelé modèle d’innovations. Obser-
vons qu’on est parti d’un modèle (éventuellement physique) du processus {yk},
excité par deux sources de bruit indépendantes, le bruit de processus {wk} et le
bruit de mesure {vk}.{

xk+1 = Axk + Buk + Gwk

yk = Cxk + vk

Via le prédicteur de Kalman on est parvenu à un modèle d’innovations pour yk

, qui est tout à fait équivalent au modèle initial, mais qui n’est excité que par
la seule source de bruit εk :{

x̂k+1|k = Ax̂k|k−1 + Buk + K∞εk

yk = Cx̂k|k−1 + εk

Ces deux modèles sont équivalents au sens que leurs sorties ont la même moyenne
et la même fonction de covariance. (C’est un bon exercice de vérifier cela).

4.3.7 Modèle d’innovations entrée-sortie : le modèle AR-
MAX

Ce modèle d’innovations (4.122) est un modèle à deux entrées (uk, εk) et à une
sortie yk. On peut le réécrire en construisant les fonctions de transfert à partir
des équations d’état :

yk = C(zI − A)−1Buk + [C(zI − A)−1K∞ + I]εk

= G(z)uk + H(z)εk (4.122)

où
G(z) = C(zI − A)−1B et H(z) = I + C(zI − A)−1K∞.

On voit que G(z) et H(z) ont les mêmes pôles (les valeurs propres de la matrice
A), et que H(z) est monique (H(z) = I +

∑∞
k=1 Hkz−k). En multipliant les

deux membres de l’équation (4.122) par le dénominateur commun de G(z) et
H(z), et par z−n (où n = dimA), on obtient le modèle ARMAX :

A(z−1)yk = B(z−1)uk + C(z−1)εk
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où

C(z−1)
A(z−1)

= H(z) = I + C(zI − A)−1K∞

B(z−1)
A(z−1)

= G(z) = C(zI − A)−1B

Il s’agit d’une équation aux différences qui exprime yk comme combinaison
linéaire d’un nombre fini de {yj , j < k}, {uj, j < k} et {εj, j � k}. En par-
tant d’un processus {yk} à représentation Markovienne excité par deux sources
de bruit indépendantes {wk} et {vk}, et en passant par le modèle d’innovations
de ce processus, on a donc justifié l’utilisation de modèles ARMAX pour la
représentation de tels processus {yk}.

Propriétés du modèle ARMAX :
– Les racines de C(z−1) sont stables, parce qu’elles sont les pôles de

[C(zI − A)−1K∞ + I]−1 = I − C(zI − A + K∞C)−1K

et que (A − K∞C) est une matrice de stabilité (par le Théorème).
– Le modèle d’innovations est donc stable et inversément stable, càd. que la

fonction de transfert H(z)−1 = I − C(zI − A + K∞C)−1K de la séquence
d’observationsyk vers la séquence d’innovations εk est stable.

– Les séquences {yj , uj, j ≤ k} et {εj, uj, j ≤ k} contiennent donc la même
information.
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4.3.8 Prédiction à l’aide de modèles ARMAX

Considérons le modèle ARMAX :

A(z−1)yk = B(z−1)uk + C(z−1)ek

où

A(z−1) � 1 + a1z
−1 + . . . + anz−n

B(z−1) � b1z
−1 + . . . + bmz−m

C(z−1) � 1 + c1z
−1 + . . . + cpz

−p

et où ek est du bruit blanc de variance σ2. Supposons pour la simplicité que les
processus yk et uk soient scalaires. On va maintenant construire le prédicteur
optimal de yk à horizon un, càd. basé sur les informations Zk−1 � {yj , uj, j ≤
k − 1}.

Le modèle ARMAX peut se réécrire comme suit :

yk = [1 − A(z−1)]yk + B(z−1)uk + C(z−1)ek

= [1 − A(z−1)]yk + B(z−1)uk + [C(z−1) − 1]ek + ek

Puisque C(z) est monique et que la séquence {ej , uj, j ≤ k−1} contient la même
information que la séquence d’observations {yj , uj, j ≤ k−1}, le terme [C(z−1)−
1]ek est connu à l’instant k − 1. Par conséquent, la moyenne conditionnelle de
yk conditionnée sur Zk−1 = {yj , uj, j ≤ k − 1} est donnée par

ŷk|k−1 = E{yk|Zk−1} = E{[1 − A(z−1)]yk + B(z−1)uk + [C(z−1) − 1]ek + e(k)|Zk−1}
= [1 − A(z−1)]yk + B(z−1)uk + [C(z−1) − 1]ek

puisque E{ek|Zk−1} = 0. En remplaçant ek par ek = A(z−1)
C(z−1)yk − B(z−1)

C(z−1)uk on
obtient facilement l’expression suivante pour le prédicteur de ŷk|k−1 :

C(z−1)ŷk|k−1 = [C(z−1) − A(z−1)]yk + B(z−1)uk (4.123)

L’équation (4.123) est une équation aux différences (ou récurrente). Elle doit
être interprétée de la manière suivante (en supposant p = n pour la simplicité) :

ŷk|k−1 + c1ŷk−1|k−2 + . . . + cnŷk−n|k−n−1 = (c1 − a1)yk−1 + . . . + (cn − an)yk−n

+ b1uk−1 + . . . + bmuk−m

Ce prédicteur peut encore se réécrire :

ŷk|k−1 = [1 − A(z−1)
C(z−1)

]yk +
B(z−1)
C(z−1)

uk (4.124)

Remarquons que (4.123) et (4.124) sont deux expressions équivalentes du prédicteur
de Kalman stationnaire pour ŷk|k−1, obtenu à partir du modèle ARMAX. La
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dérivation de ce prédicteur de Kalman à partir du modèle ARMAX est archi-
simple comme on le voit. La raison en est qu’on a dérivé un prédicteur opti-
mal pour la sortie yk, et pas pour tout l’état xk. Si l’on veut calculer x̂k|k−1

(plutôt que simplement ŷk|k−1 = Cx̂k|k−1) il faut nécessairement passer par une
équation de Riccati. Remarquons enfin que le polynôme C(z−1), qui fixe les
pôles du prédicteur de Kalman, est stable puisque les racines de C(z−1) sont les
valeurs propres de (zI − A + K∞C).
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